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博弈论中的新发现

刘天琦

（树德实验中学（东区），四川省成都市，610002；13088083868@163.com）

摘　要：本文突破经典博弈中“双方完全理智”的假设，引入概率参数 c1，c2，...，cn 描述玩家对各策略的
选择概率（简称“ c 计发”），从经典博弈论出发：首先系统性梳理纳什均衡的现有计算方法（含基于梯度
的方法、分布式计算方法、量子退火算法等），明确各方法的核心逻辑与适用场景；随后以囚徒困境、石头
剪刀布两个经典博弈为例展开演示，通过构建 n×m 博弈收益矩阵推导玩家总收益计算公式，借助拉格朗日函
数处理“概率和为  1 ”的约束条件，设计投影梯度法实现策略概率的迭代优化；同时，通过树结构描述多次
博弈的状态过程，为后续引入动态规划思想、探索模型的记忆化拓展（以适配动态博弈场景）奠定基础，其
完整推导将在后续研究中展开；最后通过 Python 工具开展多组迭代实验（如  100  次初始随机化计算、调整
迭代次数至  10000  次验证收敛性），以统计结果证明模型能有效收敛至经典博弈的纳什均衡解，验证模型正
确性。

关键词：博弈论；数学；概率论；梯度下降

引言

在这里，作者取消了经典博弈中双方都是完全理智的假设，通过使用   }描述一
位玩家对于每种选择做出的概率，并用梯度下降进行对这些参数的调整。

1. 文献综述

纳什均衡作为博弈论中的关键概念，在众多领域都有着广泛应用。而对纳什均衡的计算方法研究也一直
是学界的重要课题。
前人分别从以下几个方面有过研究：

1.1. 基于梯度的方法
在 “Approximating N - Player Nash Equilibrium through Gradient Descent” [1] 一文中，给出了一种基于纯策

略最佳响应的到纳什均衡的距离度量，将计算纳什均衡有效地转化为通过梯度下降寻找该距离函数的全局最

小值。具体而言，当效用函数为凸函数时，该过程以   ，（中T为迭代次数）的速率收敛到纳什均衡。

1.2. 分布式计算方法
在 “Distributed Nash Equilibrium Computation With Uncertain Dynamics and Disturbances” [2] 里，考虑了受

未知干扰和动力学影响的一阶和二阶玩家。基于一阶低通滤波器建立未知动力学估计器，用于估计未知动力
学和干扰，再结合梯度类优化组件和共识组件，构建分布式计算方法。通过适当选择控制参数，玩家的行动
和速度（针对二阶玩家）能分别收敛到纳什均衡附近的小球和零。

1.3. 量子退火算法相关计算
“Calculating Nash Equilibrium on Quantum Annealers” [3] 指出，寻找两人非合作博弈中的纳什均衡问题是

一个有约束的双重二次优化问题。通过向纳什均衡的二次函数公式中添加惩罚项，可将其转化为二次无约束
二进制优化（QUBO）公式，从而能在量子退火器上执行。

{c1,  c _ 2,  c _ 3 . . .  c _ n

O( 1
T
)
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1.4. 微分进化算法改进计算
在 “一种改进的微分进化算法求解纳什均衡问题与广义纳什均衡问题” [4]中，基于相对占优策略概念挖

掘，改进了一种求解非线性连续博弈的纳什均衡问题（NEP）和广义纳什均衡问题（GNEP）的微分进化算
法。该算法通过随机选取三个不同位置的父代个体进行变异和交叉操作产生新个体，依据相对占优策略实现
优胜劣汰，既保持种群多样性，又增强全局寻优能力。

1.5. 变样本方法计算随机稳定纳什均衡
“Variable - sample method for the computation of stochastic Nash equilibrium” [5] 提出一种用于计算随机稳定

纳什均衡的变样本方法。在每次迭代中，用不同样本大小的样本平均近似来逼近目标函数。首先研究变样本
框架下的压缩映射性质，在一些适度条件下，证明从该算法获得的聚点以概率 1 满足一阶均衡条件。此外，
利用渐近无偏性条件证明算法的聚点收敛到不动点集，并证明算法的有限终止性质。

2. 方法

在这里，作者取消了经典博弈中双方都是完全理智的假设也就是“理性人假设”，重新引入参数  
 并规定有规定1

(规定1)

为了方便下文讨论，这里称之为“   计发”。描述一位玩家对于每种选择做出的概率，并用梯度下降进行
对这些参数的调整。

2.1. 引入
让我们深入浅出，首先考虑最简单的囚徒困境，在一般的博弈中，我们有“理性人假设”即玩家被认为是

“理性的”，即他们会通过权衡利弊，选择能最大化自身 “效用”。下面这张图表是对其的解释（表 1）

表1 方法引入的例子

囚徒 A / 囚徒 B 合作，记为    背叛，记为   
合作，记为    双方各判 1 年（-1，-1） 囚徒 A 判 10 年，囚徒 B 判 0 年（-10，0）
背叛，记为    囚徒 A 判 0 年，囚徒 B 判 10 年（0，-10） 双方各判 5 年（-5，-5）

如果我们使用“   计发”对这次博弈进行描述，则我们记“囚徒 A”选择“合作”的概率为    ，则因为规定
一，我们不必引入   记录“囚徒 A”选择“背叛”的概率，而是使用   表示“囚徒 A”选择“背叛”的概率
（为了在下文方便讨论，这里称这种优化技巧为“概率和优化”）
则同理，我们使用同样的方法给出“囚徒 B”选择“合作”与“背叛”的概率为   与   ，立马使用“概率和优

化”，不难将   改写成   。
考虑到经典博弈中“理性人假设”，我们不难知道上文中   ，它的实际意义表示为“囚徒 A

”会以   的概率选择“合作”，会以   的概率选择“背叛”，“囚徒 B ”同理为以   的概率选择“合作”，会以   的概
率选择“背叛”，为了达到这种效果，我们下文再说。
这无疑符合经典博弈的结果。

2.2. 让我们考虑更为复杂的例子
我们在这里考虑另一个经典但又与“囚徒困境”不一样的博弈——石头剪刀布，它的博弈表如表 2所示，方

便于讨论，这里假设两位玩家（玩家 A 和玩家 B）的收益规则为：获胜得 1 分，平局得 0 分，失败得 - 1
分。表格中每一格的第一个数值为玩家 A 的收益，第二个数值为玩家 B 的收益。

c1, c2, c3. . . cn

∑n
i=1 ci = 1

c

ca1 ca2

cb1

cb2

c ca1

ca2 1 − ca1

cb1 cb2
cb2 1 − cb1

ca1 = 1 cb1 = 1
1 0 1 0
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表2 更为复杂的例子

玩家 A \ 玩家 B 石头 剪刀 布

石头 （0，0）【平局】 （1，-1）【A 胜，B 负】 （-1，1）【A 负，B 胜】
剪刀 （-1，1）【A 负，B 胜】 （0，0）【平局】 （1，-1）【A 胜，B 负】
布 （1，-1）【A 胜，B 负】 （-1，1）【A 负，B 胜】 （0，0）【平局】

不难发现这个博弈的最大特点即为不存在纯策略纳什均衡，但这不影响我们使用“   计发”进行描述。
首先，记“玩家 A”选择出“石头”的概率为   ，出“剪刀”的概率为   ，出“布”的概率为   ，但考虑到

如果使用“概率和优化”对下文计算会造成些许困难，所以不进行“概率和优化”。
同理，给出“玩家 B”分别选择“石头”，“剪刀”，“布”的概率为   ，同样不进行“概率和优化”。
所以答案非常显然，博弈收敛至    且    ，同样满足经典博弈的结

果。

2.3. 如何得到上述的结论
接下来的讨论都将以双人博弈进行展开。
首先，我们将表格改写成   的矩阵形式，也就是表3 的形式。

表3 博弈收益矩阵

Player a / Player b
       

...
   

   
        ...

        ...    

... ... ... ... ...

        ...    

我们把   计发的   表在第一行，第一列。
其余部分规定有如下计算方法：
对于第一个玩家有式1的计算：

(1)

中   是矩阵中   的位置，   以在上文定义，   为   选择此位置的权重。
同理，对于第二个玩家有式2：

(2)

中   是矩阵中   的位置，   以在上文定义，   为   选择此位置的权重。
则第一位玩家在这次博弈中的额总收益可以表示为式3：

c
ca1 ca2 ca3

cb1 cb2 cb3

ca1 = ca2 = ca3 = 1
3 cb1 = cb2 = cb3 = 1

3

n × m

Action1

ca1

Action2

ca2

Actionn

can

Action1

cb1

(ca1 ∙ fa,1,1, cb1 ∙ fb,1,1) (ca2 ∙ fa,1,2, cb1 ∙ fb,1,2) (can ∙ fa,1,n, cb1 ∙ fb,1,n)

Action2

cb2

(ca1 ∙ fa,2,1, cb2 ∙ fb,2,1) (ca2 ∙ fa,1,2, cb2 ∙ fb,1,2) (can ∙ fa,2,n, cb2 ∙ fb,2,n)

Actionn

cbm

(ca1 ∙ fa,m,1, cbm ∙ fb,m,1) (ca2 ∙ fa,m,2, cb1 ∙ fb,m,2) (can ∙ fa,m,n, cbm ∙ fb,m,n)

c c

mi,j[a] = caj ∙ fa,i,j

mi,j[a] Player a caj fa,i,j Player a

mi,j[b] = cbj ∙ fb,i,j

mi,j[b] Player b cbj fb,i,j Player b
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(3)

第二位玩家在这次博弈中的额总收益可以表示为式4：

(4)

一般的，我们认为两位玩家会尝试使得自己的利益最大化，使用我们上文所提的数学形式改写这个要求
即为：

1.    总会尝试找到一组   ，使得   且使得   最
小。

2.    总会尝试找到一组   ，使得   且使得   最
小。
接下来我们以   的视角尝试使用梯度下降进行计算。

首先，考察两次博弈的   ，记它们分别为向量   ，则定义价值函数如式5：

(5)

则两次博弈的价值分别为   。

在明确的场景后，函数与约束条件可整理为：

1． 目标函数：    是 n 维向量，   是   的常数矩
阵

2． 约束条件：   （当然我们考虑的是概率，所以   ）。
首先简化目标函数，明确其与向量     的关系：
由于   与   无关，所以我们可以可交换求和顺序方便后续计算见式6：

(6)

令有式7

(7)

则函数立马改写为式8的形式：

(8)

其本质为：      是关于向量        的线性函数，可表示为向量内积形式：    ，其中    
  是常数向量。

接下来，带约束地求解方程的最优值，即在约束条件为    的情况下，求解    的极值。最
大值还是最小值我们下文讨论。
首先，构造拉格朗日函数。
引入拉格朗日乘数    ，它是一个标量，将约束融入目标函数，参见式9：

(9)

万事俱备，开求最值。
首先求得   条件。
对     和     求偏导并令其为    ，得到极值必要条件：

Ia = ∑m
i=1 ∑

n
j=1 mi,j[a]

Ib = ∑m
i=1 ∑

n
j=1 mi,j[b]

Player a ca1, ca2, ca3 … can ∑n
i=1 cai = 1 Ia = ∑m

i=1 ∑
n
j=1 mi,j[a]

Player a cb1, cb2, cb3 … cbn ∑n
i=1 cbi = 1 Ia = ∑m

i=1 ∑
n
j=1 mi,j[b]

Player a

c1, c2
→
A,

→
B

V (x) = ∑m
i=1 ∑

n
j=1 xj ∙ fa,i,j

V (
→
A),V(

→
B)

f (x) = ∑m
i=1 ∑

n
j=1 xj ⋅ ci,j (x = (x1,x1, … ,xn)) ci,j m  × n

∑n
j=1 xj = 1 xj ≥ 0

x

xj i

f (x) = ∑n
j=1 xi ⋅ (∑m

i=1 ci,j)

dj = ∑m
i=1 ci,j

f (x) = ∑n
j=1 xj ⋅ dj

f(x) x f(x) = x ⋅ d

d = (, d2, . . . , dn)T

∑n
j=1 xj = 1  f(x)

λ

L (x, λ) = f (x) + λ ⋅ (∑n
j=1 xj − 1) = ∑n

j=1 xjdj + λ(∑n
j=1 xj − 1)

KKT 
xj λ 0
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1. 对    ：   （对所有 j）；

2. 对    ：   （它正是约束条件）。
让我们继续深入分析一下：
从极值条件不难看出：

1. 若所有     相等，即    ： 此时     对所有     成立，拉格朗日函数的偏
导条件满足。代入目标函数为式10：

(10)

即     为常数，所有满足约束    的 x 都是最优解。
2. 若     不相等，也是我们要讨论的情况：    无法对所有     成立，说明极值不在可行域内部，

而在边界上。 可行域为    ，此外还有    ，则可行域是     维单纯形，其顶点为 “仅一个  
 ，其余    ” 的向量。
线性函数在单纯形上的极值必在顶点处取得：
1) 最大化    ：选择     最大的索引    ，令    ，其余    ，此时    ，这是最大

值；

2) 最小化    ：选择     最小的索引    ，令    ，其余    ，此时    ，这无疑是最
小值。
有了理论我们立即使用，我们把它实现在约束上：

通过梯度下降优化    ，需在迭代中保持约束    ，我们选择使用投影梯度法：
首当其冲的是无约束梯度更新：

根据梯度    ，更新公式显然为：
1. 最小化   ：   ，这是沿梯度反方向；

2. 最大化   ：   ，这是沿梯度方向；
其中   为学习率，   为迭代次数。虽然我们认为没有人会最小化自己的收益。
加下来投影到可行域。

由于更新后可能破坏约束   ，需投影回可行域：    ,当然若有非负约束，还需截

断负值：   ，再重新归一化。
如果你需要解决诸如：“连锁店博弈” [6]、 “    模型” [7]，则你可以在梯度下降的途中动态更

改价值矩阵以达到接近动态博弈中 “收益矩阵随阶段更新” 的情况。从其梯度计算逻辑来看，更改价值矩阵
后，梯度会基于新的收益矩阵重新计算，因为梯度依赖于收益矩阵中的元素   或   ，策略概率向量也
会随之调整以适应新的收益结构。当然，这种调整能够让模型适配收益变化的场景，从而突破静态博弈中
“收益固定” 的限制。当然，这种方法并未从根本上 “解决” 静态博弈本身，而是将其转化为另一种博弈类型进
行分析。如何从根本解决这个问题也是后人的研究方向之一。如果你需要更为“不理性”的选择，尝试再计算
中途停下。
此外，不难注意到如果我们用计算出的表格选择下一个博弈时，这种状态可以被描述成一棵树。举例来

说假设我们在进行了一次“囚徒困境”后有进行了一次“囚徒困境”，使用一张图描述就是图1：

xj
∂L
∂xj

= dj + λ = 0 ⇒ dj = −λ

λ ∂L
∂λ = ∑n

j=1 xj − 1 = 0 ⇒ ∑n
j=1 xj = 1

dj (d1 = d2 = … = dn = k) dj = −λ j

f (x) = ∑n
j=1 xj ⋅ k = k ⋅ ∑n

j=1 xj = k ⋅ 1 = k

f (x) ∑xj = 1
dj dj = −λ j

∑xj = 1 xj ≥ 0 n xj = 1
xk = 0 (k ≠ j)

f (x) dj j∗ xj∗ = 1 xk = 0 f (x) = dj∗

f (x) dj j' xj' = 1 xk = 0 f (x) = dj'

f (x) ∑xj = 1

∇f(x) = d

f (x) x
(t+1)
j = x

(t)
j − α ⋅ dj

f (x) x
(t+1)
j = x

(t)
j + α ⋅ dj

α t

∑xj = 1 x̂
(t+1)
j =

x
(t+1)
j

∑n
k=1 x

(t+1)
k

x̂
(t+1)
j = max(0, x̂t+1

j )

Stackelberg

fa,i,j fb,i,j
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图1 两次囚徒困境博弈的状态树示意图

此外，仔细观察，还可以发现所有的边都是单向边，有一个确定的根，这点很好解释，我们不可能在事
件发生后改变它的历史，至少目前还不行；这棵树每一个节点是否可以到达，只取决于其父节点的选择，这
无疑不是在提示我们使用动态规划。

形式地说，假设记其父结点被选中的概率为   ，父节点选中它的概率为   ，中符
号“   ”为父节点到它的过程。则显然，是现有父结点被选中，后有父节点选中它，它们之间有明显的先后
顺序，则可描述有：

并规定P(开始)=1。
为了下文方便书写，我们定义    表示    号节点的第    号子节点的编号。定义  

 表示   号节点到第   号最短路中   号节点所过   号节点的子节点的编号。定
义   表示由   号节点到   号节点的编号所组成的有序集合。
继续，假定给定两点   ,   ，则从   到   的路径被选中的概率为式11：

(11)

显然，这个模型与马尔科夫链的无记忆，很接近，但是现实生活中，有记忆的情况更为常见，所以接下
来继续讨论如何给这个模型加上记忆化。
我们将记忆抽象成一根向量   维向量，并记为如式12的形式：

(12)

此时，对于每一次博弈，我们使用   作用于   上，当然，由于   的维数可能不等于   的维
数，所以改为式13的样子：

(13)

中   为   的维数。
注意到   也是梯度下降的一部分，碍于篇幅显示，我们将在下一个文章中给出它的更为具体的方

法。不过，显然注意到在   的计算中我们需要更为注意对手的选择，具体说，我们需要找到一种递归
计算的方法使得它可以模拟两人的选择，在这个基础上进行优化。

P(father) P(father− > it)
− >

P(it) = P(father) ∗ P(father− > it)

child(node, i) node i

near _ child(node, i) node i node node

shortestPath (start, end) start end

start end strart end

P (start, end) = P (start) ×
∏k−1

i=0 P (shortestPath (start, end)i → near_child (shortestPath (start, end)i, end))

n

memory =
⎛⎜⎝m1

⋮

mn

⎞⎟⎠memory c memory c

ci = ci + ∑n
j=1 qj ∗ memoryj

n memory
memory

memory
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3. 结果

让我们举出一个以囚徒困境为例子，进行计算。
我们首先定义   价值矩阵   为式14：

(14)

同理，因为   面对的情况与   一样，所以有与式14一样的式15：

(15)

然后，为了避免手动计算，我们采用一个   脚本进行计算，过程如图（图2），为了方便，这里一
次计算   次：

图2 计算100次的结果

不难看出：
虽然我们初始化时为随机初始化，但是最终都达到了式16

(16)

的选择权重。当然，必须指出，由于梯度下降可能会陷入局部最优值而无法自拔，所以上述的图是否完
全一样，作者不做保证。不过我们任然建议你多运行几次。
让我们总结一下，我们计算了价值矩阵，紧接着计算每位玩家的收益，使用梯度下降进行迭代。
对于进一步研究，其他研究者可以尝试解决梯度下降可能会陷入局部最优值而无法自拔的问题。常用的

优化算法我们一列了一个表方便使用（表 4）：

playera c

c = [ ]
−1 −10
0 −5

playerb playera

[ ]
−1 −10
0 −5

python
100

[ ]
1. 0.
1. 0.
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表4 优化梯度下降速度和正确性的算法举例

优化方法 优点 缺点

批量梯度
下降
（BGD
） [8]

1. 每次迭代使用全量数据计算梯度，得到的梯度方
向更准确，收敛稳定便于并行计算2. 理论上能收敛

到全局最优解

1. 计算成本高，尤其在数据量大时，每次迭代耗时久
2. 内存占用大，需存储全部数据3. 无法在线更新模

型，不适应实时数据流

随机梯度
下降

（SGD）
[9]

1. 每次迭代仅用单个样本计算梯度，计算速度快，
耗时短2. 内存占用小，适合大数据集3. 具有随机
性，可能跳出局部最优，找到更好的解4. 支持在线

学习，能实时更新模型

1. 梯度方向不稳定，收敛过程波动大，容易震荡2. 收
敛到最优解的过程较慢，可能在最优解附近徘徊3. 学
习率选择敏感，不合适的学习率会影响收敛效果

小批量梯
度下降
（MBGD
） [10]

1. 结合了 BGD 和 SGD 的优点，既保证了梯度的稳
定性，又提高了计算效率2. 可利用矩阵运算进行并
行计算，兼顾速度和准确性3. 收敛过程比 SGD 更

稳定，比 BGD 更高效

1. 批量大小的选择需要调参，不同任务可能需要不同
的最佳批量大小2. 仍存在一定的收敛波动，虽小于
SGD，但大于 BGD3. 当批量较小时，仍可能出现局

部最优问题

动量法
（Mome
ntum）

[11]

1. 引入动量项，模拟物理中的惯性，加速收敛，减
少震荡2. 对于高曲率、小但一致的梯度方向，能更

快地收敛3. 有助于跳过局部最优的浅谷

1. 动量参数需要调优，选择不当可能导致过冲或收敛
缓慢2. 在梯度方向变化剧烈的场景，可能保留过多旧

梯度的影响

自适应梯
度算法
（AdaGr
ad） [12]

1. 自适应调整学习率，对稀疏特征或出现频率低的
特征分配较大学习率，对频繁出现的特征分配较小
学习率，适合处理稀疏数据2. 无需手动调整学习率

1. 学习率随迭代次数增加而单调递减，最终可能趋近
于 0，导致模型后期无法更新2. 对全局学习率初始值

较敏感

自适应动
量估计
（Adam
） [13]

1. 结合了动量法和 RMSprop 的优点，同时考虑梯
度的一阶矩（动量）和二阶矩（自适应学习率）2.
收敛速度快，稳定性好，对不同任务的适应性强3.
学习率具有自适应性，无需大量调参4. 内存占用合

理，计算效率高

1. 在某些场景下，可能收敛到次优解而非全局最优解
2. 对于极不平衡的数据，效果可能不如专门针对稀疏
数据的算法（如 AdaGrad）3. 动量相关参数（β1、

β2）的选择可能影响收敛效果，虽有默认值，但在特
定任务中仍需微调

RMSprop
[14]

1. 解决了 AdaGrad 学习率单调递减的问题，通过指
数移动平均调整学习率，使学习率在迭代后期仍能
保持一定的更新能力2. 对非平稳目标函数（如周期

性数据）效果较好3. 收敛过程较稳定

1. 仍需要手动设置全局学习率2. 对于某些任务，可能
需要与动量法结合才能达到更好的效果

你也可以试试解决这个算法在处理结果为混合纳什均衡时，它会出现难以收敛，这也是梯度下降的常见
问题之一，见图 3:

图3 在处理混合纳什均衡中出现的问题
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同样，计算   次，发现最终处于纳什均衡的个数为   个，这说明我们的梯度下降有点下降过头了。附
带给出我们的参数（表 5）：

表5 我们用于计算的关键参数

参数名称 值 解释

Learning rate 0.001 学习率

Max iter 1000 学习论数

threshold 0.1 允许的误差范围

Num runs 100 反复运行的次数

不过作者在这里尽力使用统计学的方法，分析了了计算混合纳什均衡的结果。首先是结果的分布。作者
经  次运行，统计处理图 4的结果。不难看出，

图4 计算结果的选择分布

总体结果分布较为均匀。不过让我们换个视角，看看每个这   次计算结果相比于标准结果的距离。这
里为了更好的演示这个差值而不是被正负数所抵消，选用了较为常用的取平方的做法。结果如图 4.4所示。这
里的横轴取  .
为了验证算法收敛，再次调整Max iter为 10000，效果见图 5的上下变化。

100 5

1000

1000

(0,1)
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图5 迭代次数（Max iter）调成10000后的结果分布

显然，所有的结果更为靠左，或者说更为靠近正确的值了。
对于这一算法的理论描述就此结束。
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